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并行多特征提取网络的红外图像增强方法
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摘　要：为解决低质量红外图像细节模糊、对比度低等问题，提出了并行多特征提取网络的红外图像

增强方法，设计了结构特征映射网络和双尺度特征提取网络。结构特征映射网络用于建立全局结构特

征权重，以保持原始图像的空间结构信息。双尺度特征提取网络采用多尺度卷积层和融合多空洞卷积

的注意力，增强网络对上下文信息的关注力，提升网络对感兴趣区域的特征提取能力，同时学习不同尺

度的特征信息，完成双尺度间信息的交换，生成目标增强映射，实现目标区域细节纹理自适应增强。实

验证明，所提方法能有效提高对比度，避免过增强，丰富图像细节纹理，减少伪影和光晕现象，在

BSD200 数据集上的 PSNR 与 SSIM 较典型的传统方法和深度学习方法分别提升了约 37.35%、2.1%
与 25.94%、3.15%，在真实红外数据集上分别提升了约 30.62%、1.04% 与 24.83%、2.08%，且对不同对比

度因子的低质量图像，文中方法也具有良好的增强效果。
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Abstract:   To  solve  the  problems  of  fuzzy  details  and  low  contrast  of  low-quality  infrared  images,  a  parallel
multifeature  extraction  network  for  infrared  image  enhancement  is  proposed,  and  a  structural  feature  mapping
network and a two-scale feature extraction network are designed. The structural feature mapping network is used
to establish the global structural feature weight to maintain the spatial structure information of the original images.
The two-scale feature extraction network using multiscale convolutional layers and the attention mechanism fused
dilated convolutions is applied to enhance the attention on contextual information, improve the feature extraction
capability  for  regions  of  interest,  and simultaneously  learn  feature  information  of  different  scales,  complete  the
exchange  of  information  of  the  two  scales,  and  then  generate  a  target  enhancement  map  to  achieve  adaptive
enhancement  of  detailed  texture  of  target  areas.  Experiments  have  proven  that  the  proposed  method  can
effectively improve contrast, avoid overenhancement, enrich image details and textures, and reduce artifacts and
halos.  Compared  with  typical  traditional  methods  and  deep  learning  methods,  the  PSNR  and  SSIM  on  the
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BSD200  dataset  are  increased  by  approximately  37.35%,  2.1%  and  25.94%,  3.15%,  and  increased  by
approximately 30.62%, 1.04% and 24.83%, 2.08% on real infrared images. The proposed method also has good
generalization performance on low-quality images with different contrast factors as well.
Key words:   infrared  image;         image  enhancement;         deep  learning;         dilated  convolution;         attention

mechanism

 0    引　言

红外图像是仅反映目标物体红外辐射能量的灰

度图像，其受环境干扰较小，已在野外侦察、航空航天

及居家看护等军事和民生领域发挥着不可替代的作

用[1]。然而，红外波段的辐射波长比可见光长，导致红

外图像的空间分辨力比可见光低，图像细节信息不丰

富[2]。此外，受红外成像器件本身的缺陷和外部环境

的影响，红外图像通常呈现低对比度，目标边缘不清

晰和人眼视觉效果不佳等缺点，很难完成目标定位识

别、人体姿态估计等机器视觉任务 [3]。因此，为了得

到适合人眼观察或机器识别的高质量红外图像，有必

要对红外图像增强，提高图像对比度、丰富细节特征，

区分背景和目标，从而提高上述任务的效率和精度[4]。

深度学习流行前，针对红外图像增强任务，主要

采用基于灰度变换的直方图均衡化 (Histogram Equa-

lization, HE)[5] 和基于物理模型的 Retinex算法 [6]。HE

在低照度图像增强任务上取得了良好的效果。然而，

针对低对比度红外图像增强，HE通常会加大红外图

像的各种噪声，局部区域呈现过增强，产生非常差的

结果[7]。为了解决这个问题，出现了许多基于直方图

均衡化的变体，如 DPHE[8]、CLAHE[9] 等。这些方法

虽能够在一定程度上提高对比度和抑制噪声，但会产

生光晕现象，并造成边缘模糊，降低人眼视觉效果。

模仿人眼视觉系统的 Retinex方法在处理红外图像

时，能更进一步地保留细节信息，丰富图像纹理，然而

其依赖参数选择，模型泛化能力差，不能自适应地优

化图像。

深度学习广泛应用于计算机视觉领域后，Choi等

人 [3] 受 SRCNN启发，首次设计了一个相对浅的卷积

神经网络 TEN用于热图像增强。Lee等人 [10] 提出了

TIECNN用于红外图像增强，它结合亮度域和残差学

习，以提高网络性能和收敛速度。Kuang等人[11] 在卷

积神经网络结构中加入生成对抗网络，提出了 IE-

GAN用于单帧红外图像增强，能有效抑制背景噪声，

并增强图像对比度和细节，但需要设计相对复杂的损

失函数。He等人 [12] 提出了一种具有多个感受野

(CDN_MRF)的深度级联网络架构，以解决具有大比

例因子的单帧红外图像超分辨率问题。虽然上述基

于 CNN的方法对红外图像增强做出了贡献，但这些

方法在增强对比度的同时会加重图像伪影，造成目标

边缘模糊及产生光晕，不能充分展现图像的边缘和纹

理。由此，提出了端到端学习的并行多特征提取网络

红外图像增强方法解决以上问题。一方面，设计了结

构特征权重映射块，用于生成全局特征权重，以保留

原始图像的空间结构特征；另一方面，构造了双尺度

特征提取块对不同尺度的特征图进行深度特征提取，

学习图像的多特征信息，捕获细节和纹理。最后，解

码模块对已提取的特征和初始权重进行融合，提升对

比度，丰富细节纹理，生成高质量的增强红外图像。

 1    并行多特征提取网络

 1.1   并行多特征提取网络

128 ×
128 64×64 32×32

并行多特征提取网络的整体框架如图 1所示，由

3条不同尺度的卷积路径组成，分别为 Path1(

)、 Path2( )和 Path3( )。 Path1为结构

特征权重映射块，直接对原始输入图像进行操作，构

建全局特征权重。两种不同尺度的特征提取路径

Path2、Path3构成的双尺度特征提取块，学习深层的

纹理细节，完成多尺度特征提取、融合，捕获图像中需

要增强的目标信息。解码器 (Decoder)整合多路径特

征信息，生成高质量的红外图像。

 1.2   结构特征权重映射块

为保持原始图像的整体结构，避免图像局部区域

过增强，设计了结构特征权重映射块 (Structural

Feature Weight, SFW)，以学习低质量红外图像的全局

信息，生成全局结构特征映射。如图 1中 Path1所示，

该路径由 4个卷积块 (Conv-BN-PReLU)、全局平均池

化 (Global Average Pooling，GAP)和 Mish激活函数组

成。表 1所示为文中提出的结构特征权重映射块参
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数信息，K表示卷积核大小，s表示步长，p表示填充，

c表示通道数。除了第一个卷积块，其余卷积块均包

含批次归一化操作 (Batch Normalization, BN)，则结构

权重映射可表示为：
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图 1  整体网络结构

Fig.1  Architecture of the overall network 

 

 
 

表 1  结构特征权重映射块参数

Tab.1  Parameters of SFW map blocks
 

Type K s p c

Conv 1 1 0 32

conv 3 1 1 32

Conv 5 1 2 32

Conv 3 1 1 32
 
 

Fo = Mish (YGAP( Fin )) (1)

YGAP =
1

H×W

H∑
i

W∑
j

f (i, j) (2)

Mish = σ× tanh
(
log
(
1+ eσ )) (3)

Fin ∈ RC×H×W

YGAP

f (i, j)

Mish 128×128

Fo ∈ R32×1×1

式中： 表示前 4个卷积层提取的特征信

息；H和 W表示输入特征图的高度和宽度； 为全

局平均池化操作； 表示每张特征图上的特征值；

为非线性激活函数。给定 的单通道输

入图像，经结构特征权重映射块操作后，输出特征大

小为 。

 1.3   双尺度特征提取块

128×

为了提取图像纹理、边缘等高频细节信息，提出

了双尺度特征提取网络块 (Two-scale Feature Extraction

Block，TSFEB)。该模块由 Path2和 Path3两种不同尺

度的特征提取路径构成。首先给定输入大小为

128 64×64(F1)

32×32(F2)

F1

F1

F3

的图像，经卷积降采样操作，分别获得

和 大小的双尺度特征图，如图 1所示。其

次， 经通道压缩后，送入由不同卷积感受野组成的

多尺度特征提取模块 (MS-feature extraction)，以学习

多尺度信息，提取 的纹理结构。此外，在 Path2中加

入残差学习，用于融合前层提取的特征，避免了梯度

消失或梯度爆炸。最后，微调特征图信息，实现

Path2的输出。图 2列出了 MS-feature extraction的具

体结构和参数设置，其中 n、s、p和 c分别表示卷积核

尺寸、步长、填充和通道数。 经通道压缩后送入由

注意力 (Attention Block, AB)和空洞卷积组成的特征

提取块中以捕获更丰富的上下文信息。研究表明[13]，

注意力机制能够使网络专注需要增强的细节纹理，抑
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图 2  多尺度特征提取模块

Fig.2  Module of the MS-feature extraction 
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制背景，进而提高目标在图像中的表现度。图 3所示

为注意力模块的实现流程，首先前层输入经 GAP后，

得到多通道全局平均信息；再经过 Conv、LeakyReLU

和 Sigmoid操作后，与前层输入相乘，输出注意力加

权特征图Ô，Ô可表示为公式 (4)：

Ô = Â⊗S (Conv( L (Conv(YGAP(Â) )) )) (4)

Â ⊗
0 ∼ 1

式中： 表示输入特征图； 表示元素点乘；S代表

Sigmoid激活函数，用来将权重压缩至 ；L代表

LeakyReLU激活函数。
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图 3  注意力模块

Fig.3  Architecture of attention block
 

 

f f = 2 N

RF

此外，扩大卷积感受野有助于网络提取更多的信

息，目前空洞卷积技术在扩大感受野方面具有广泛的

应用，在图像去噪、图像增强等任务上有很好的效果[14]。

使用扩张因子为 ( )和扩张卷积层数为 的空洞

卷积，其感受野 可以表示为公式 (5)：

RF = (4N +1)× (4N +1) (5)

f = 2 N = 3 RF

13×13

Path3采用 ， 的空洞卷积块， 大小为

，相当于普通的 6层卷积，这样既增加了网络对

特征图上下文信息的关注度，还压缩了复杂的计算

量。为避免网络加深而导致模型训练困难、梯度消失

或爆炸的问题，在双尺度特征提取块中加入了多级残

差结构。如图 1所示，分别将下采样得到的双尺度特

征信息通过元素相加的方式与下层特性信息融合，多

级残差结构充分利用前层所提取的特征，使正向传播

的特征得以保留，有益于网络的收敛。最后，Path3所

P23 ∈ R96×64×64

提取的高维特征信息经 deconv上采样后与 Path2提

取到的特征相加，实现双尺度多特征的融合。由此，

双尺度特征提取网络块的整体参数设置如表 2所

示。融合结果 可由公式 (6)表示：

P23 = Ê+ Û (6)

Ê ∈ R96×64×64 Û ∈ R96×64×64式中： 为 Path2提取的特征； 为

Path3提取的特征。
 
 

表 2  双尺度特征提取块参数

Tab.2  Parameters of TSFEB
 

Path Type K s p c

2_1 Conv 3 2 1 48

2_2 Conv 1 1 0 32

2_3 MS-FE / / / 62

2_4 MS-FE / / / 96

2_5 Conv 3 1 1 96

3_1 Conv 4 4 0 96

3_2 Conv 1 1 0 64

3_3 AB / / / 64

3_4 Conv 3 1 2 64

3_5 Conv 3 1 2 64

3_6 Conv 3 1 2 64

3_7 AB / / / 64

3_8 deconv 4 2 1 96

 
 

 1.4   解码块

P23

128×128

Fo

如图 4所示的解码块用于恢复高质量的红外图

像。首先，融合的双尺度特征图 经卷积和反卷积操

作后，特征图扩张为 ，实现特征升维。其次，

将结构特征权重 点乘各像素点，以保持原始图像的

结构特征，避免局部区域过增强。最后，特征图经通

道压缩卷积生成高质量的增强图像。
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图 4  解码块结构

Fig.4  Architecture of decoder block 
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 1.5   损失函数

红外图像可分解为图像空间结构权重和目标增

强特征的乘积，其客观评价指标主要为峰值信噪比

(PSNR)和结构相似性 (SSIM)，通常采用均绝对误差

(Mean  Absolute  Error,  MAE)、 均 方 差 (Mean  Square

Error，MSE)或 MSE与感知损失、生成对抗损失相结

合等作为损失函数，以取得有意义的评价结果。考虑

计算量、时间成本等因素，文中选择 MSE对重构图像

和标签图像的各个像素点计算，损失函数可表示为

公式 (7)：

LMS E =
1

H×W

H∑
j=1

W∑
i=1

∥O (i, j)− I (i, j)∥22 =

1
H×W

∥∥∥Ǧ ·Ă−G ·E
∥∥∥2

2
=

1
H×W

∥∥∥(Ǧ,G) · (Ă,E)
∥∥∥2

2
=

1
H×W

∥∥∥Ȓ ·Ȓ∥∥∥2
2

(7)

O (i, j) I (i, j)

Ǧ

式中： 与 分别表示重构图像和标签高质量

图像；H和 W为图像的高度和宽度； 表示网络结构

G Ê E

Ȓ Ǧ G Ř

Ê E

特征权重； 表示理想特征权重； 和 分别表示网络

增强映射和理想增强映射； 表示 和 的差值， 表示

和 的差值。

 2    实验验证

 2.1   数据集建立

128×128

α ∈ [0.5,0.51]

由于缺乏大规模多场景高低质量红外图像对，而

低对比度化的灰度图像表现出相似的红外图像特性，

如与红外图像有相近的均值和方差，且整体图像不够

清晰，图像中目标与背景边界模糊，现有经典方法普

遍对预处理后的可见光图像进行训练。文中实验从

目标检测数据集 ImageNet[15] 中随机选择部分图像，

经滑窗裁剪的方式，生成 85 347张 大小的图

像块用于训练。首先，对这些图像块进行灰度化

(Grayscale)处理，获得高质量灰度图片；其次，采用对

比度因子 范围的随机对比度函数对高质

量灰度图像低对比度化，获得相应的低质量灰度图

片。部分训练样本如图 5所示，第一行为高质量标签

图像，第二行为低质量输入图像。

 
 

图 5  部分训练样本对

Fig.5  Part of the training sample pairs 

 

为验证所设计网络的性能质量和视觉效果，使用

BSD200[16]、TNO[17] 和 OTCBVS[18] 数据集进行评价。

常用于图像分割、图像超分辨等任务的公共数据集

BSD200经灰度化，低对比度化处理后，用于图像质量

的客观评价。

TNO和 OTCBVS真实红外图像数据集缺乏对应

256×256

的低质量图像，因此采用低对比度化的数据作为相应

的低质量图像，以实现真实红外图像的客观评价和视

觉效果对比。测试数据均调整为 分辨率。

 2.2   参数设置

文中网络是在运行环境为  Ubuntu 20.04 操作系

统和 Pytorch1.5.1 框架上搭建的。实验所用台式机使
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1e−3

1e−6

用了 1块  Inter  Xeon  E5-2620 v4 CPU和 1块  Nvidia

TITAN XP 12 G GPU。批次大小为 64，网络优化器选

择 Adam，初始学习率为 ，采用余弦学习率衰减

策略，经 300个 epoch后，学习率降至 。

 2.3   评价指标

对于图像增强任务，通常采用峰值信噪比 (PSNR)

和结构相似性 (SSIM)定量评价网络模型的性能。

PSNR是基于对应像素点之间的误差，其值越大，表示

图像质量越好。PSNR计算方法如公式 (8)所示：

PSNR = 10× lg
 (2b−1)2

MSE

 (8)

式中：b为 8；MSE计算如公式 (2)。结构相似性 (SSIM)

是衡量 2幅图片相似度的指标，SSIM值越接近 1，表

示 2张图片越相似，输出图片更吻合真实标签图片，

其计算公式如公式 (9)所示：

SSIM(x,y) =
(2µxµy+C1)(2σxσy+C2)

(µ2
x +µ

2
y +C1)(σ2

x +σ
2
y +C2)

(9)

µx µy

σx σy C1 C2

式中： 和 分别为原始高增益图像和输出图像的平

均灰度值； 和 为标准差； 和 为常数。

 2.4   实验与分析

α ∈ [0.5,0.51]

文中方法以平均 PSNR和平均 SSIM作为客观

评价指标，与红外图像增强的典型传统方法 HE[5]、

CLAHE[9]、SSR[6]、MSR[6] 和深度学习方法 TEN[3]、TIE-

CNN[10] 及 IE-GAN[11] 进行定量比较，对比度因子

，BSD200数据集实验结果如表 3和图 6

所示。

 
 

α表 3   ∈ [0.5, 0.51] 条件下 BSD200 数据集测试结果

αTab.3  Test result on BSD200 with ∈ [0.5, 0.51]
 

Method HE CLAHE SSR MSR TEN TIECNN IE-GAN Proposed

PSNR 15.95 22.19 16.51 17.57 25.07 24.60 26.23 35.42
SSIM 0.72 0.93 0.88 0.90 0.82 0.80 0.92 0.95

 
 

从表 3数据可知，文中方法在 BSD200数据集上取

得了最佳的 PSNR和 SSIM，较基于灰度变化的 CLAHE

方法分别提升了 13.23 dB和 0.02；较基于 Retinex理

论的 MSR分别提升了 17.85 dB和 0.07；较基于对抗

生成网络的 IE-GAN分别提升了 9.19 dB和 0.03。文

中方法较 CLAHE和 IE-GAN分别提升了约 37.35%、

2.1%和 25.94%、3.15% 。从图 6可知，文中网络在减

小重构图像伪影、天空光晕等方面显著优于传统方法

和其他深度学习算法，在提升企鹅、人像和建筑物等

具体目标对比度的同时，文中方法避免了局部区域过

增强，能清晰地区分目标和背景，重构效果接近高质

量图像，实现低质量图像有效增强。

图 7和表 4展示了文中算法与其他方法在真实

红外图像数据集上进行了增强的视觉效果对比及客

观指标对比。图 7中第 1、3行为不同方法的增强结

果，第 2、4行为局部放大图，最后 1列为高质量红外

图像。与其他方法相比，文中方法能准确关注需要增强

的目标区域，避免图像过增强，显著提升了图像整体

对比度和纹理细节信息，同时降低了增强区域的图像

伪影，使目标边缘更加清楚，图像整体更加平滑，具有

更佳的视觉效果。文中方法较基于灰度变化的 CLAHE

方法分别提升了 10.94 dB和 0.01；较基于 Retinex理

论的MSR分别提升了 17.36 dB和 0.03；较基于 SRCNN

的 TEN网络分别提升了 9.95 dB和 0.07；较基于对抗

生成网络的 IE-GAN方法分别提升了 8.87 dB和 0.02；

较 CLAHE和 IE-GAN分别提升了约 30.62%、1.04%

和 24.83%、2.08%。

[0.5,0.51]

[0.1,0.11] [0.2,0.21] [0.3,0.31] [0.4,0.41]

α

由于不同场景下的红外图像灰度变化具有随机

性，进一步研究了文中方法在不同对比度因子条件下

的图像增强。具体做法是仅将 的对比度范围

动态调整为 ， ， 及 ，

其他参数设置不变，验证提出的方法对不同场景的增

强性能。图 8和表 5展示了灰度图像经不同对比度

因子 ( )范围作用后的增强效果。图中第一行为输入

的低质量图像，第二行为重构的增强图像。从图中可

以直观看出，即使在极低对比度条件下，如图 8(a)所

示，低质量的灰度图像经网络学习后既能显著地提升

对比度，增强图像中感兴趣的区域，还保留了目标区
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α表 4  ∈ [0.5, 0.51] 条件下真实红外图像增强效果

αTab.4  Test result on real infrared images with ∈ [0.5, 0.51]
 

Method HE CLAHE SSR MSR TEN TIECNN IE-GAN Proposed

PSNR 13.06 24.78 15.89 18.36 25.77 23.25 26.85 35.72
SSIM 0.53 0.95 0.89 0.93 0.89 0.88 0.94 0.96

α表 5  在不同 作用下文中方法在 BSD200 数据集的 PSNR 和 SSIM

αTab.5  PSNR and SSIM on BSD200 with different  using proposed method
 

α [0.1,0.11] [0.2,0.21] [0.3,0.31] [0.4,0.41]

PSNR 30.576 2 31.037 0 28.129 0 32.059 4
SSIM 0.834 3 0.886 7 0.907 4 0.905 8

 

(a) HE (b) CLAHE (c) SSR (d) MSR (e) TEN (f) TIECNN (g) IE-GAN

image
(h) Proposed (i) High quality

α ∈ [0.5,0.51]图 6   条件下 BSD200 图像增强效果

α ∈ [0.5,0.51]Fig.6  Image enhancement on BSD200 with  

 

(a) HE (b) CLAHE (c) SSR (d) MSR (e) TEN (f) TIECNN (g) IE-GAN (i) High quality

infrared image

(h) Proposed

α ∈ [0.5,0.51]图 7   条件下真实红外图像测试结果

α ∈ [0.5,0.51]Fig.7  Test result on real infrared images with  
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α

α

域的纹理细节，有效抑制了边缘处的伪影。表 4列出

了不同 条件下的平均 PSNR和平均 SSIM，文中方法

对于不同的 也能保持较高的 PSNR和 SSIM，实现低

质量图像的有效增强。

为验证各模块对网络性能的影响，文中进行了消

融实验。首先验证不同特征提取路径的增强效果，其

次验证多尺度特征提取对网络模型的影响，实验结果

如表 6所示，最后 1列为平均推理速度 (s)。实验表

明，不同特征提取路径表现出近似的增强效果，仅在

结构特征权重映射块 (SFW)作用下，PSNR与 SSIM

分别为 27.35 dB、0.92；仅在双尺度特征提取块 (TSFEB)

作用下，PSNR与 SSIM分别为 29.15 dB、0.90。未结

合多尺度特征提取的 Path2路径测试结果分别为

25.26 dB、0.83，相较于标准 Path2，PSNR与 SSIM分

别降低了 1.77 dB、0.04，推理速度提升了 0.05 s。仅

Path3模块作用下，PSNR与 SSIM分别为 24.58 dB、

0.92。最后两列比较了多尺度特征提取对整体网络的

影响，增加多尺度特征提取层后，标准方法在 PSNR

和 SSIM上分别提升了约 12.51%、2.10%，推理速度仅

延迟了 0.04 s。
 
 

(a) [0.1, 0.11] (b) [0.2, 0.21] (c) [0.3, 0.31] (d) [0.4, 0.41]

α图 8  在不同 作用下文中方法在 BSD200 数据集的图像增强效果

αFig.8  Image enhancement effect on BSD200 with different   using proposed method 

 
 
 

表 6  消融实验

Tab.6  Ablation experiments
 

Method PSNR SSIM Time/s

Path1(SFW) 27.35 0.92 0.05
Path2 without MS-feature extraction 25.26 0.83 0.09

Path2 27.03 0.87 0.14

Path3 24.58 0.92 0.14

TSFEB 29.15 0.90 0.21

SFW + TSFEB without MS-feature extraction 30.99 0.93 0.22

SFW + TSFEB 35.42 0.95 0.26
 
 

 3    结　论

针对低质量红外图像增强任务，文中提出了一种

并行多路径网络的红外图像增强方法。将红外图像

分解为空间结构特征和目标增强特征，提出了结构特

征权重映射网络和双尺度特征提取网络，分别学习图
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α ∈
[0.5,0.51]

像特征结构和需要增强的感兴趣区域。在双尺度特

征提取网络中采用多尺度卷积层，增强多尺度间的信

息交换，将空洞卷积融入注意力中，强调对上下文信

息的理解，既自适应地学习感兴趣区域，还扩大了网

络感受野。为了降低网络的训练难度，引入了残差学

习结构。实验表明，文中方法的 PSNR和 SSIM较典

型的传统方法和深度学习方法有明显提升，经

低对比度化后，在 BSD200数据集上，较

CLAHE和 IE-GAN分别提升了约 37.35%、 2.1%与

25.94%、3.15%，在真实红外图像上，较 CLAHE和 IE-

GAN分别提升了约 30.62%、1.04%和 24.83%、2.08%，

且文中方法对于不同对比度因子的低质量图像也能

实现有效增强。
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