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摘　要：随着智能电网的快速发展，用于监视电网运行状况的测量设备大规模投入，其产生的海量运

行图像等监视数据由于规模大、维度高、数据冗余等问题难以得到有效利用。为了进一步提高电力大

数据的分析应用能力，文中提出一种基于深度学习的电网运行图像数据压缩方法，考虑电网图像监视

数据在时序上的耦合关联，通过卷积神经网络对电网运行图像数据进行压缩，有效减少了电网运行图

像数据的冗余度。与其他方法相比，基于卷积神经网络的图像数据压缩模型不依赖于人工的数据特征

提取和工程经验，可以直接以电网中采集到的原始图像数据的灰度函数作为模型的输入，将数据的特

征提取和分类合二为一，实现电网运行图像数据的高效、便捷压缩。通过仿真进行了文中所提方法有

效性的验证，结果表明，与其他神经网络相比，所提方法在电网图像压缩效率及压缩精度中具有较强优势。
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Abstract:   With  the  rapid  development  of  smart  grids,  large-scale  investment  in  measurement  equipment  for
monitoring the operation of power grids, the monitoring data such as massive operation images generated by them
is difficult to be effectively utilized due to problems such as large scale, high dimension and data redundancy. In
order to further improve the analysis and application ability of power big data, this paper proposes a power grid
operation image data compression method based on deep learning. Considering the coupling correlation of power
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grid  image  monitoring  data  in  time  series,  the  power  grid  operation  image  data  is  compressed  through
convolutional neural network, effectively reducing the redundancy of power grid operation image data. Compared
with other methods, the image data compression model based on convolutional neural network does not rely on
manual  data  feature  extraction  and  engineering  experience,  and  can  directly  use  the  grayscale  function  of  the
original image data collected from the power grid as the input of the model, and the data The feature extraction
and classification are combined into one, to achieve efficient and convenient compression of power grid operation
image data. The effectiveness of the method proposed in this paper is verified by simulation. The results show that
the  proposed  method  has  strong  advantages  in  power  grid  image  compression  efficiency  and  compression
accuracy compared with other neural networks.
Key words:   smart grid;      deep learning;      data-driven;      convolutional neural network;

image compression

 0    引　言

近年来，我国电网的规模不断扩大，智能化水平

显著提高。与以往的电网相比，智能电网覆盖了更为

广泛的通信、监视和和自动化设备，可以有效保证运

行调度人员对于电网运行的监测和控制能力，实现电

网的实时可观、可控性。在新型电力系统的背景下，

分布式电源、电力电子设备和新型负荷的大规模接

入，使得电网的波动性、随机性愈演愈烈 [1]。为了保

证对电网的安全稳定运行，需要对电力系统中的设备

进行实时监测。然而，电力系统中部署的监测设备往

往具有较高的采样频率，使得采集到的数据规模十分

庞大，尤其是电力设备的运行监测图像等图类数据，

将引起存储空间和传输带宽不足等问题。另外，由于

数据冗余等问题的存在，上述采集到的数据也往往难

以得到高效的利用，给电网的数据分析带来不便。为

了解决上述问题，相关的专家学者对数据压缩技术应

用于电网大数据进行了广泛的研究和探讨。

数据压缩技术是在保证数据信息不丢失的基础

上，对数据量进行缩减操作，从而达到减少硬件存储

空间，同时提高数据传输、存储及处理效率的一种方

法[2]，其在电力大数据处理中得到了广泛的应用。在

电力系统数据压缩领域，传统的处理方法有离散傅里

叶变换 (Discrete Fourier Transform, DFT)和快速傅里

叶变换 (Fast Fourier Transform, FFT)[3−4]。通过傅里叶

变换处理后，电网的数据可以得到大幅度的缩减。除

此之外，有部分学者基于数据编码的方法进行电网数

据的压缩，参考文献 [5]在数据压缩过程中考虑了智

能电表负荷数据的传输要求，与传统方案相比，所提

出的传输方案相在性能表现上有明显的优势。参考

文献 [6]基于 2阶泰勒公式的预测模型，通过实际值

与预测值的残差编码实现对电网监视数据的无损压

缩。上述方法针对电网中的一维时序数据，取得了较

好的压缩效果。在电网的图像数据压缩方面，参考文

献 [7]通过张量 Tucker分解技术为基础，结合配电室

内设备间的温度信息相关性提出一种针对电网红外

图像监测的数据压缩方法。随着压缩传感 (Compressive

Sensing, CS)技术的发展，部分学者提出基于压缩感

知的数据压缩模型，参考文献 [8]采用压缩感知技术，

针对电力系统图像采集系统设计了一套图像采集与

重建模型，实现了针对电网图像的高效压缩与重构。

参考文献 [9]针对电力设备红外图像采集过程中出现

的分辨率降低和模糊现象，提出了一种压缩感知盲超

分辨率改进方法，结合图像在变换中稀疏的先验知

识，实现了图像的超高清重构。上述方法均较好地实

现了电力系统中的数据压缩问题，然而上述基于编码

或数据变换的处理方法效率相对较低，在面对多维、

异构的电网数据时难以适应。

在图像数据压缩领域，基于深度学习方法的技术

也取了一些进展，参考文献 [10]基于深度神经网络，

提出了一种用于输电线路巡检图像数据的快速压缩

模型，在保证精度的前提下减小了模型的规模和计算

量。参考文献 [11]提出了一种基于深度学习框架的

电气设备图像压缩感知与重建技术，有效减少了电器

设备图像的采样率，提高了图像的重建质量。参考文

献 [12]将模型压缩技术与卷积神经网络结合，通过深

度可分离卷积替换传统卷积，并引入通道注意力机

制，实现电力巡航无人机的高精度、高速避障。参考

文献 [13]通过嵌入压缩激励结构和密集连接结构改

进卷积神经网络，实现了电力设备图像的模型构建。
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参考文献 [14]基于残差双重注意机制网络，实现了电

力图像数据的高效压缩与重建。传统的数据压缩方

法大多从信息冗余度的角度出发，为尽可能减少信息

冗余而设计编码算法，处理流程复杂且效率低下。而

深度学习方法是一种实现输入到输出的“黑盒式”关

系函数，由大量简单的处理单元组成而成，并通过非

线性、并行分布处理方式将网络输入向输出端进行传

递，可以拟合数据之间的隐含关系，实现由少量信息

到较多信息的直接映射，在处理数据压缩问题时，与

传统的压缩方法相比具有极高的处理效率。

针对以上问题，文中将卷积神经网络引入到电网

的图像数据压缩问题中，所提基于卷积神经网络的电

网图像数据压缩模型不依赖于人工的数据特征提取

和工程经验，处理流程简单，且能达到较高的数据压

缩效率。该模型以电网采集到的原始图像数据的灰

度函数作为网络的输入，将数据的特征提取和分类合

二为一，输出即为压缩后的图像数据，可以实现电网

运行时序图像数据的高效、便捷压缩。

 1    基于深度学习的电网数据压缩

卷积神经网络 (Convo Neural Networks, CNN)是

一类包含卷积计算且具有深度结构的前馈神经网络，

文中通过构建 CNN网络结构，用于进行电网运行图

像数据的压缩。压缩的本质是基于电网时序运行图

像数据之间的关联信息和冗余度，通过 CNN的训练

与拟合，将时序运行图像数据中的冗余信息进行去

除，从而使实现对电网运行图像数据的高效压缩。

 1.1   电网运行数据的关联关系

对于电网的时序运行数据而言，连续采集的运行

图像数据之间存在着一定的关联性，即相同位置、邻

近时刻的像素之间存在一定的相关性，如图 1所示。

 
 

Correlations are waning

图 1  时序数据的关联性

Fig.1  Correlation of time series data
 

 

此外，图像数据中位置相近的像素之间也存在相

符感性，假设采样图像数据的灰度函数为 g(x, y)，则其

中各行各列像素的自相关公式为：

Rx(k,0) =

M∑
x=1

N∑
y=1

[g(x,y)−ug][g(x+ k,y)−ug]

M∑
x=1

N∑
y=1

[g(x,y)−ug]2

(1)

Ry(0, l) =

M∑
x=1

N∑
y=1

[g(x,y)−ug][g(x,y+ l)−ug]

M∑
x=1

N∑
y=1

[g(x,y)−ug]2

(2)

式中：M，N分别为行列数；ug 为图像数据的灰度平均

值。在相邻时刻，图像数据之间的互相关函数可以通

过下式进行计算：

h(k, l) =
w w

(gi(x+ l,y+ k)−ui)(gi(x,y)−ui)dxdy (3)

通过计算图像数据自身的自相关函数和图像数

据之间的相关性函数，可以对图像数据中像素的关联

特征进行提取，对具有相同特征的像素进行去除处

理，从而实现图像数据压缩的目的。

 1.2   CNN 的结构

图 2展示了 CNN模型的整体结构，在 CNN模型

中，共包括卷积层、池化层、全连接层和 Softmax层。

卷积、池化层用于数据的特征分析；而全连接、

Softmax层则用于数据的特征分类。

 
 

Input sample Convolution Pooling Fully connected Softmax

图 2  卷积神经网络的结构

Fig.2  Structure of a convolutional neural network
 

 

在卷积中，卷积核按固定步长对数据遍历运算。

每次运算时，卷积核与相应数据进行相乘、求和，并得

到 logits值，然后卷积核移动一个步长，继续执行运算

并遍历整个数据，卷积的运算操作如下：

yl
j =

M∑
i=1

xl
i ∗ kl

i j+bl
j (4)

式中：ylj 为 l层第 j个运算后的 logits值；M为输入特

征图个数；xli 为 l层 i个输入特征图；*为卷积运算符；
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klij 为 l层与第 i个输入特征图卷积的第 j个卷积核；

bli 为 l层的第 j个偏置。

卷积运算后，通过 Sigmoid激活函数对每个

logits值进行非线性变换。之后进一步进行池化以减

少网络内部的参数和计算量。文中采用最大值池化，

以局部接受域的最大值作为输出。其计算公式为：

pl
j =max

r

{
al−1

j

}
(5)

式中：plj 为 l层第 j个池化结果；r为池化域；al−1j 为
l层第 j个输出特征图。

在对数据进行卷积和池化后，进一步通过全连接

层和 Softmax层实现数据的分类。全连接层将池化层

的输出处理为多维特征向量；Softmax层则用于特征

的分类，其公式可表示为：

p(y = k|x;θ) =
exp(θT

k x)∑
K
j=1 exp(θT

k x)
(6)

式中：y为类别标签，y∈{1,2,···,K}；p(y=k|x;θ)为 x属
于类别 k的概率；θ为训练参数。

损失函数用于衡量模型的输出和期望之间的差

距，文中采用交叉熵损失函数，其数学表达式如下：

L(θ) = − 1
m

 m∑
i=1

K∑
k=1

I{yi = k} log
exp(θT

k x)∑
K
j exp(θT

k x)

 (7)

式中：m为样本个数；I{·}为指标函数，其值为真时，函

数值为 1，否则为 0。
为了保证模型精准，就要减少模型的损失函数，

文中通过反向传播算法实现优化，其公式如下：
θ∗ = argmin L( f (x;θ),y) (8)

式中：θ*为最优参数；L(·)为损失函数；f(·)为模型输出

值；y为模型目标值。

 1.3   基于 CNN 的数据压缩模型构建

在基于 CNN的电网运行数据压缩模型中，其本

质是通过计算图像数据中自身像素之间的相似性和

时序图像数据之间像素的相似性，通过设置相应阈

值，对像素进行保留和去除，从而实现图像数据的压

缩。首先，获取时序运行图像数据及其灰度函数作为

初始样本。然后将样本分为训练集，验证集和测试

集。其中训练集用于模型训练，验证集用于调整网络

参数，测试集用于验证效果。基于 CNN的电网运行

数据压缩的整体流程如图 3所示。
 

Input training set

Input test set

CNN data
compression model

Data compression 
result

Test

Network construction

Forward propagation
Error calculation

Updates
parameters

Reconfigure
parameters

Train

Meets the accuracy
requirements?

Reached the number
of iterations?

Meets the accuracy
requirements?

Save parameters

图 3  基于 CNN 的电网数据压缩流程图

Fig.3  Flow chart of data compression of power grid based on CNN 
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在模型训练过程中，首先根据初始的超参数构建

神经网络模型，然后通过网络的前向传播计算网络误

差，并判断网络误差是否能够满足设置的精度要求，

若不满足则通过反向传播对网络参数进行更新，重新

构建网络模型并继续进行精度和迭代次数的判断，当

满足要求后通过验证集的样本进行精度确定，如果精

度达到要求则完成最优模型的构建，反之则重新配置

网络，重复操作直至满足要求。在进行网络测试时，

将测试集数据输入到已训练好的 CNN中，就可以直

接输出数据压缩的结果。

 2    实验结果与分析

为了验证所提基于 CNN数据压缩模型的有效性

和优越性，以某区域电网部署的图像采集设备在 24 h

内采集的连续图像数据为样本，按照 8∶1∶1的比例

分割为训练集，验证集和测试集，进行模型的构建及

数据压缩测试。所用的深度学习模型基于 Python中

的 Keras深度学习框架，硬件设备为处理器为 AMD

Ryzen 7 4800 H，2.9 GHz，内存 16 G，固态硬盘 256 G

的个人笔记本电脑。

 2.1   模型参数选择

构建深度学习模型时，选择合适的超参数对模型

的性能至关重要。如网络的卷积层数、卷积层的卷积

核数目及大小等，因此需要对 CNN模型的超参数进

行实验，选择能够使模型的性能相对较优的参数值，

文中最终选取的最优超参数结果如表 1所示。

  
表 1  CNN 的优化超参数结果

Tab.1  Optimized hyperparameters results of CNN
 

Parameter type Value

Optimizer Adam

Batch size 64

Number of convolutional layers 3

Number of convolution kernels (32, 64, 64)

Learning rate 0.4
 
 

 2.2   数据压缩结果

根据表 1所确定的最优网络超参数进行 CNN的

模型搭建，通过训练集，对搭建好的模型进行训练，

并使用验证集进行验证。值得注意的是，像素的去除

阈值 N会对所提模型的压缩精度产生影响，去除阈

值 N越高，像素越容易被保留，表 2展示了不同阈值

N情况下，对各项数据进行压缩后的平均精度及压

缩比例，其中，平均精度采用峰值信噪比指标进行

计算[15]。
 
 

表 2  数据压缩精度情况

Tab.2  Data compression accuracy
 

N=0.3 N=0.4 N=0.5 N=0.6 N=0.7 N=0.8

Compression ratio 87.38% 84.22% 80.34% 77.45% 60.23% 55.31%
Average precision 66.33% 68.62 74.16% 90.35% 91.73% 93.56%

 
 

从表 2的结果可看出，N=0.6于 CNN的电网时序

运行数据压缩模型既能保证较好的数据压缩效果，又

能保持较高的压缩比例。图 4展示了一组经过文中

所提方法处理后的图像数据压缩结果。

此外，为了验证 CNN在处理时序数据压缩方

面与其他模型的优势，选择人工神经网络 (Artificial

Neural  Network,  ANN)，深度置信网络 (Deep  Belief

Network, DBN)进行对比，对上述采集的样本数据分

别进行压缩处理，分析各方法的效率和精度，如表 3

所示。由此可以看出，文中所采用的 CNN算法具有

更高的准确度，与 ANN相比提升了 9.41%，与 DBN

相比提升了 4.02%。这得益于 CNN强大的特征提取

能力。此外，CNN的训练效率相较于两种对比方法

也有一定的提升，与 ANN相比缩短了 411 s，与 DBN

 

(a) 压缩前
(a) Before compression

(b) 压缩后
(b) After compression

图 4  基于 CNN 处理前后的电网图像数据压缩结果

Fig.4  Results  of  image  compression  in  power  grid  before  and  after

processing based on CNN 
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相比缩短了 262 s，这是因为 CNN在图像数据处理中

能够更好地对数据特征进行挖掘和处理，因此具有更

好的训练表现。

 3    结　论

文中提出了一种基于深度学习的电网数据压缩

方法，该方法通过卷积神经网络实现对电网时序运行

数据的压缩，且不需要对数据进行复杂的预先处理，

适用性强，可有效解决电网运行数据中存在的数据冗

余问题。后续的研究将考虑采用具有时序数据处理

能力的深度学习模型，进一步深度挖掘电网的图像数

据在不同时间节点之间的耦合关联，以期进一步提高

数据压缩的效率和精度。
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