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频域内面向目标检测的领域自适应

李岳楠1，徐浩宇1，董    浩2

(1. 天津大学 电气自动化与信息工程学院，天津 300072；
2. 天津津航技术物理研究所，天津 300308)

摘　要：近年来，基于深度学习的目标检测技术在机器人、自动驾驶和交通监控等领域有着广泛的应

用。然而，由于训练集和测试集样本分布偏差的原因，将现成的预训练检测器应用到实际开放场景时

通常会出现明显性能下降。针对该问题提出了一种频域内的领域自适应方法，利用离散余弦变换的频

域能量集中特性，通过在频域内对少数重要频率系数进行处理，实现了面向目标检测的领域自适应，降

低了对存储和计算资源的要求并减少了领域差异。该方法可以分为两个阶段：第一阶段使用无监督图

像转换方式，将源域已标注的训练数据向目标域作转换；第二阶段采用基于对抗的领域自适应方法训

练目标检测模型，对转换后的训练数据与目标域内的数据作特征适配。针对不同天气场景的目标识别

实验表明：所提的频域内领域自适应方法在 4 种领域自适应对比算法中排名第一，与仅用源域数据训

练的模型相比，mAP 值提升了 33.9%。
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Domain adaptation for object detection in the frequency domain

Li Yuenan1，Xu Haoyu1，Dong Hao2

(1. School of Electrical & Information Engineering, Tianjin University, Tianjin 300072, China;

2. Tianjin Jinhang Institute of Technical Physics, Tianjin 300308, China)

Abstract:   Deep  learning-based  object  detection  technology  has  recently  made  significant  progress  and  has  a
wide  range  of  applications  in  robotics,  autonomous  driving,  traffic  surveillance,  etc.  However,  due  to  the
distribution discrepancy between the training and testing datasets, the off-the-shelf detectors pre-trained using the
data  in  a  specific  domain  often  show  apparent  performance  degradation  when  applied  in  wild  scenarios.  To
address this  problem, a  domain adaptation method for  object  detection in the frequency domain is  proposed.  In
light  of  the  energy  concentration  property  of  the  discrete  cosine  transform,  the  proposed  algorithm  conducts
domain adaptation for  object  detection by processing only  a  few of  the  most  significant  frequency coefficients,
which  reduces  memory  and  computing  resource  consumption  and  alleviates  the  domain  shift  problem.  The
proposed  method  consists  of  two  stages.  In  the  first  stage,  it  translates  annotated  training  data  from the  source
domain  to  the  target  domain  using  unsupervised  image-to-image  translation.  Adversarial  domain  adaptation  is
then applied to the object detection model to align the features of the translated data and the real data in the target
domain.  The  experimental  results  of  the  object  detection  under  different  weather  conditions  show  that  the
proposed method ranks first among the four testing algorithms. Compared with the object detection model trained

 

收稿日期：2022−01−20；    修订日期：2022−03−15

基金项目：国家自然科学基金 (61972281, 61572352)

作者简介：李岳楠，男，副教授，硕士生导师，博士，主要从事多媒体信号处理方面的研究。 

第 51 卷第 7 期 红外与激光工程 2022 年 7 月
Vol.51 No.7 Infrared and Laser Engineering Jul. 2022

20210638–1



with only source domain data, it can increase the mAP value by 33.9%.
Key words:   domain adaptation;      object detection;      image translation;      frequency domain

 

0    引　言

目标检测是计算机视觉中的一个重要任务。近

年来，基于卷积神经网络 (Convolutional Neural Networks，

CNN)的工作大幅提高了目标检测的精度。目前，绝

大多数目标检测算法以有监督的方式进行训练，数据

标注工作需要耗费大量人力资源。此外，训练和测试

样本间的差异性导致目标检测算法在新场景中的泛

化能力不强。以不同天气下的检测任务为例，用晴朗

天气下采集的图像训练的检测模型在雾霾天气下的

检测精度通常较低。针对该问题，现有的解决方法主

要分为两种：一是使用图像无监督转换的方式，将已

有标注的图像 (源域)转换到目标域，构建新的数据集

进行训练；二是采用领域自适应的方式，将源域和目

标域的数据映射到同一特征空间，以减小不同领域之

前的差距。然而，这两种方法均存在一定的局限性。

受计算资源和存储空间的限制，图像无监督转换通常

仅能接受低分辨率的输入 (如 CycleGAN[1] 仅接受 256×

256和 512×512的输入图像)，对于高分辨率的输入图

像，通常的做法是将原始图像降采样后输入网络，之

后再升采样回原始分辨率，这种方式造成了细节内容

的损失，难以获得高清晰度的输出图像且不利于后续

检测任务。另一方面，领域自适应的效果也同样受到

输入图像尺寸的影响。

为了减少降采样操作造成的信息丢失并节省计

算资源，受到频域能量集中特性的启发，文中结合无

监督图像转换和基于对抗的领域自适应两种方式，提

出了一种面向目标检测的频域内的领域自适应方

法。该方法分为两个阶段，第一阶段通过无监督图像

转换的方式将带有标注的源域图像 (如晴天图像)变

换到与目标域 (如雾天图像)相近的图像，并将变换后

的图像所在的域定义为中间域。第二阶段通过基于

对抗学习的领域自适应方法将中间域的数据与目标

域 (如真实有雾图)的数据在特征空间内作适配，两个

阶段均在频域内完成。由于图像不同频带具有不同

的视觉重要性，频域系数具备天然的可压缩属性。图

像变换到频域后，能量集中到低频和中频频带，对少

数几个频率系数处理就可以实现无监督转换和领域

自适应，降低了训练和测试过程对计算资源和存储空

间的要求。实验结果表明，第一阶段无监督图像转换

能够生成与目标域相近的中间域图像，第二阶段基于

对抗学习的领域自适应方法能够减少传统降采样操

作造成的信息丢失，并显著提高目标域的检测性能。 

1    相关研究工作
 

1.1   目标检测

近年来，绝大多数目标检测算法都采用基于卷积

神经网络 CNN的结构[2]，这些工作又可以分为基于区

域生成的两阶段方法和直接获得检测结果的一阶段

方法。在两阶段方法中，R-CNN[3] 使用选择性搜索

(Selective Search)得到物体的候选框，并使用支持向

量机 (Support  Vector  Machine，SVM)对特征进行预

测。Fast R-CNN[4] 改进了特征的预测方式，使用神经

网络进行检测框的分类与回归。Faster R-CNN[5] 进一

步改进了 Fast  R-CNN，使用区域生成网络 (Region

Proposal Network，RPN)替代耗时的选择性搜索，实现

了实时目标检测算法。一阶段检测方法的代表性算

法有 SSD[6]、YOLOv3[7]、RetinaNet[8] 等，这类方法能

够进一步提高目标检测的实时性能。吴天舒等人 [9]

结合深度可分离卷积，采用轻量化特征提取最小单元

对 SSD做轻量化处理，使其可以在移动设备上运

行。遆晓光等人[10] 将视频图像向二维频域投影后，结

合主动滤波和图像重构，能够检测出弱小运动目标。

吴言枫等人[11] 通过提取图像中的显著性区域，并使用

自适应双高斯算法分割出前景，提升了复杂天空背景

下的目标检测精度。此外，还有一些方法通过改进检

测器中的结构 [12−13] 来提升复杂背景下以及小目标的

检测精度。尽管基于卷积神经网络的检测器已经达

到了较高的精度，但是现有检测模型对训练集与测试

集之间分布不一致性较为敏感，在新场景的应用中泛

化性能较差。 

1.2   领域自适应和无监督图像转换

经典的有监督学习任务往往假设训练集和测试

集分布一致，但是实际测试数据一般与理想环境下的

训练数据有很大差异，迁移学习 (Transfer Learning)是
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应对这一问题的主要技术。

领域自适应 (Domain Adaptation)是迁移学习的

一种，其主要思想是将不同领域 (如不同天气的图

像)的数据映射到同一个特征空间，以减少领域之间

的差距，提高模型的泛化性和鲁棒性。领域自适应一

开始被用于图像分类任务，然后推广到目标检测等任

务，领域自适应总体上可以分为基于人工定义约束的

方式和基于对抗训练的方式。前者通过缩小两个分

布之间的距离度量实现源域与目标域特征之间的对

齐，常见的度量分布之间距离的方法有 KL-散度、

H散度、最大平均差距 (Maximum Mean Discrepancy，

MMD)等。Ganin等人 [14] 使用基于对抗的方法使神

经网络缩减域差异，并提出了梯度反转层 (Gradient

Reversal Layer, GRL)。梯度反转层应用在数据特征与

域鉴别器之间，在前向传播过程中梯度保持不变，在

反向传播过程中梯度方向取反，使得域鉴别器与主任

务网络能够对抗地进行训练，实现了真正意义上的端

到端训练，避免了生成对抗网络 (Generative Adversarial

Nets，GAN)中生成器与鉴别器交替训练的模式。近

年来，一些研究通过多阶段、多尺度训练、特征融合、

注意力机制、去耦合学习等方法提升了领域自适应的

效果[15−18]。

无监督图像转换需要在不成对的图像样本之间

学习一个映射，将一个领域的图像映射到另一个领

域。无监督图像转换的方法也可以用于领域自适

应。CycleGAN[1] 中提出了循环一致性损失，将图像

转换到另一个领域后再使用逆映射转换回来，并要求

经过循环变换的图像与输入图像一致，同时在两个领

域中引入了鉴别器对相应的映射进行约束。UNIT[19]

算法中提出了共享潜空间 (Shared latent space)思想，

假设不同域的图像能够映射到同一潜空间。基于这

个思想，该算法将图像在不同域之间的变换过程拆分

为潜空间编码和解码两个子过程，并引入变分自编码

器对潜空间向量进行约束并结合其它限制条件来提

升无监督图像转换的效果。无监督图像转换尽管能

够生成与目标域十分相近的图像，但在计算资源受限

的条件下，图像转换网络往往只能接受低分辨率图像

作为输入。此外，由于无监督图像转换本身是一个欠

定问题，无法保证生成图像分布与目标域完全相同，

在进行下游计算机视觉任务时仍然存在特征分布不

一致的领域偏移 (Domain shift)问题。 

1.3   频域内的深度学习与领域自适应

Xu等人 [20] 首次提出在频域内训练神经网路，使

用离散余弦变换 (Discrete Cosine Transform, DCT)后

的变换系数作为输入，并应用于图像分类和分割任务。

Yang等人[21] 以一种非学习的方式对源域和目标

域的图像分别进行快速傅里叶变换 (Fast  Fourier

Transform，FFT)，然后使用目标域图像幅值的中心 (低

频)区域替换源域图像相应的幅值并保持相位不变，

之后采用快速傅里叶逆变换 (Inverse  Fast  Fourier

Transform，IFFT)还原出图像。该算法不需要训练，能

在一定程度上实现图像间的领域变换。 

2    基于频域的领域自适应方法

传统的目标检测和领域自适应方法一般在空域

进行，以空域像素作为输入，在一些资源受限的场景

下，例如移动设备、嵌入式系统中，由于图像数据量很

大，在空域进行计算会带来巨大的计算开销。为了提

高推理速度、降低通信带宽和内存开销，传统方法通

常将高分辨率的空域 RGB图像降采样为低分辨率的

图像。这种方法造成的信息损失对机器视觉任务的

性能有明显影响。

S
T

I
I T

文中利用频域变换的能量集中特性，实现计算资

源和检测性能的平衡，所提算法先将输入图像从 RGB

空间转换到 YCbCr空间，然后使用离散余弦变换

DCT得到图像的频域表示。在此基础上，文中提出了

一种频域内面向目标检测的领域自适应方法。以不

同天气下的检测任务为例，源域是晴朗天气下采集的

图像，目标域是雾霾天气下采集的图像。由于晴朗天

气图像和雾霾天气图像差距很大，直接在源域 域 (晴

朗天气)图像和目标域 域 (雾霾天气)图像之间做领

域自适应十分困难。受到 CycleGAN[1] 的启发，文中

先采用无监督图像转换的方式，将源域图像转换为合

成的雾霾图像 (中间域)，并记为 域，然后使用对抗学

习的方式使检测器实现在 域和 域之间的领域自适

应，算法整体框架如图 1所示。

文中的图像转换、领域自适应、目标检测算法均

在频域内实现。 
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2.1   频域内的数据预处理

8×8

H×W ×3

H/8×W/8×192

8×8

频域内的数据预处理将 RGB空间的像素值转换

为频域表示。首先，图像在 RGB空间上进行数据增

广，如随机缩放裁剪，随机翻折，对比度、亮度变换

等。YCbCr颜色空间内的每个通道划分为互不重叠

的 大小图像块做分块 DCT处理。假设原始图像

的尺寸为 ，DCT处理得到的系数特征尺寸为

(YCbCr每个通道内各 64个系数 )。

为了实现数据缩减，文中对每个 块内的频域系数

做之字型 (Zigzag)排列，并在 YCbCr三个颜色通道内

分别选取左上角的系数，Y空间选取 22个系数，

Cb和 Cr空间分别选取 21个系数，共选取 64个系数

作为每个块的频域表示。由于不同频率下 DCT系数

的数据范围相差很大，低频分量的绝对值很大而高频

分量的数量级很小。文中对输入的 DCT系数特征作

标准化处理，预先统计了数据集所有图像转换到频域

后 64个不同系数的均值和标准差，使用每个系数的

均值和标准差对输入特征作标准化处理。 

2.2   源域到中间域的无监督图像转换

S
T

Ic

Fc

Gc→h(·)
Fc→h

Gh→c(·)
Fc→h→c Fc→h→c

Fc

在领域自适应的第一阶段，文中将源域 (晴朗天

气)图像使用无监督的方式变换到目标域 (雾霾天

气)。如图 2所示，输入的无雾图像 经过 DCT处理

后转换为 64通道的 DCT系数特征 ，该特征经过生

成网络 后，变换为相同场景的有雾图像的

DCT系数特征 ，再经过一个相同结构、不同权重

的生成网络 重新变换回无雾图的 DCT系数

。经过两次转换后的 DCT系数 与原始

的 DCT系数 之间计算循环一致性损失[1]，循环一致

性损失定义如下：

Lcyc = ||Gh→c(Gc→h(Fc))−Fc||1 (1)

B
B

B
3×3

3×3

3×3

B
c c→ c

k
c
k
→ c

为了适应频域的特性，增强特征提取能力，文中

采用如图 2所示的生成网络做频域内的图像转换。

生成网络由 n 个 模块级联而成。与深度残差网络

(ResNet)类似，每个 模块学习的是无雾特征和有雾

特征之间的局部残差。在一个 模块中，输入特征经

过 卷积层和 ReLU激活函数后，得到的中间结果

与输入相加，再分别经过 卷积层、ReLU激活函

数、另一层 卷积层和一层通道注意力层 [22]，最后

与输入特征相加，得到该 模块输出的结果。通道注

意力层将通道数为 的特征分别经过 和 的

卷积和一个 Sigmoid函数，得到每个通道的权重系

数，再将输入的特征与每个通道的权重系数相乘。由

于不同频率的 DCT系数对图像视觉效果的影响差异

较大，幅度量级也各不相同，通道注意力层学习不同

频率 DCT系数的权重，有助于增强特征表示能力，能

更好的刻画目标域的特性。

Fc→h

Fh

D(·) 3×3

文中引入了一个鉴别网络用于判别频域转换的

结果是否接近目标域的图像特性。鉴别网络接受转

换后合成有雾图的 DCT系数 或者真实有雾图的

DCT系数 作为输入，输出该图像属于目标域的概

率。鉴别网络 前半部分由若干 卷积层、

ReLU激活函数，以及通道注意力层组成，后半部分由

若干全连接层和 ReLU激活函数组成，在前半部分末

尾有一个展平操作，将前半部分输出的特征展平，便

于与全连接层相连接。

D(·)
G(·){Gh→c(·),

Gc→h(·)} D(·)

鉴别网络 的优化目标是根据 DCT系数来区

分合成图像和目标域图像。生成网络

与鉴别网络 相对抗，目标是使合成图像和

目标域图像在频域内不可区分。鉴别网络与生成网

络交替训练，损失函数定义如下：

min
G(·)

LG = [D (Gc→h (Fc))−1]2 (2)

min
D(·)

LD = [D (Fh)−1]2+D2 (Gc→h (Fc)) (3)

DCT处理能够将图像的尺寸缩小为原来的 1/8，

并通过省略不重要的高频信息来压缩显存占用率，避

免了降采样带来的信息损失，从而在同等的显存条件

下能够获得分辨率更高，细节更逼真的变换效果。  

 

 

Stage 1: Unsupervised
image translation

Gc h (·)

Gh c (·)

Source domain 
(Clear images)

Intermediate domain 
(Fake hazy images)

Target domain
 (Real hazy images)

Detection network Det(·)

Target domain
discriminators

Discriminator
D(·)

Stage 2:
Domain adaptation

图 1  频域内两阶段的领域自适应过程

Fig.1  Two-stage domain adaptation process in the frequency domain 
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图 2  源域到中间域的无监督图像转换

Fig.2  Unsupervised image translation from source domain to intermediate domain 

 

2.3   中间域到目标域的领域自适应

Fc→h

在领域自适应的第二阶段，文中在中间域 (由

2.2节生成的合成有雾图像)和目标域 (真实的有雾图

像)之间做领域自适应。由于 是由无雾图像合成

的，与无雾图像具有相同的场景，和无雾图像共享相

Fc→h

Fh

同的目标检测标签 (检测框坐标和类别)，可用于有监

督训练。如图 3所示，对目标检测模型的领域自适应

由两类训练样本构成，分别为带有标签信息的合成有

雾图 DCT系数 和不带标签的真实有雾图 DCT系

数 。
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图 3  频域内面向检测的领域自适应

Fig.3  Domain adaptation for object detection in the frequency domain 

 

7×7

为了使网络能够接受 64通道的特征系数作为输

出，文中去掉了目标检测网络骨干网络 ResNet[23] 最

前面的四层，即卷积层 (卷积核为 ，步长为 2)、批

正则化 (BatchNorm)、ReLU激活函数以及最大值池

化层 (Max Pooling)。输入的 DCT系数在经过去掉前

四层的 ResNet50后，经过特征金字塔网络 (Feature

Pyramid Network，FPN)融合特征。融合后的特征经

过区域生成网络 (Region Proposal Network，RPN)、ROI

池化 (ROI Pooling)和目标框回归操作，得到网络的预

测结果，预测结果经过非极大值抑制 (Non-Maximum

Suppression，NMS)和缩放后，得到最终的检测结果。

给定 DCT系数特征 F，目标检测的损失函数定义如下：

Ldet(F) = Lrpn+Lcls+Lreg (4)

Lrpn,Lcls,Lreg式中： 分别代表 RPN、框分类和框回归的
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损失函数[5]。

C1(·) C2(·)
I

T 3×3

I T
T

为了实现领域自适应，文中分别将特征融合层和

目标回归层输出的特征送入两个相同结构、不同权重

的域分类器 和 ，用于从目标检测网络输出特

征的角度判断给定的图像是属于中间域 还是目标域

，如图 4所示。域分类的结构为 卷积层、ReLU

激活函数、展平操作以及三组全连接层和 ReLU激活

函数，最终输出 0代表 域，1代表 域，即特征属于

域的概率。特征与域分类器之间由一层梯度反转

层 [14](Gradient Reversal Layer，GRL)连接，训练过程中

两个特征通过 GRL层与域分类器相连，梯度在经过

GRL层时会进行反转，相当于使目标检测器缩小中间

域和目标域在图像上的领域差异，实现同时优化检测

网络和域分类器的目的，损失函数定义如下：

min
C1(·)

min
C2(·)

max
Det(·)

LDA =[C1 (ΦFPN(Fh))−1]2+

C2
1 (ΦFPN(Fc→h))+

[C2 (Φbbox(Fh))−1]2+

C2
2 (Φbbox(Fc→h)) (5)

Det(·) ΦFPN(·) Φbbox(·)式中： 表示检测网络； 和 分别表示

目标检测网络中的特征金字塔和目标框回归器，这两

部分用于计算中间特征。

 
 

(a) 输入无雾图像
(a) Input hazy image

(b) 频域内无监督图像转换
(b) Image translation in the frequency domain

(c) 空域内无监督图像转换
(c) Image translation in the spatial domain

图 4  频域和空域空间无监督图像转换可视化对比

Fig.4  Visual comparison between the unsupervised image translation results in the frequency and spatial domains 

 
 

3    实验结果和分析
 

3.1   数据集与实现细节

文中实验均在Cityscapes数据集和Foggy Cityscapes

数据集上进行。Cityscapes数据集是一个街道场景的

图像数据集，包含 2 975张训练集图像以及 500张验

证集图像，图像的分辨率均为 2 048×1 024 pixel，该数

据集包含物体的分割标注。为了适应目标检测任务，

文中对图像分割标注中每一个连通域物体取外接矩

形作为检测的标注框。

Foggy Cityscapes是基于 Cityscapes构建的数据

集，该数据集使用 Cityscapes提供的景深信息模拟了

3种不同级别的雾霾天气，模拟的过程可参考原论

文。该数据集包含 8 895张训练集图像以及 1 500张

验证图像，即 Cityscapes中每张图像对应 3种不同浓

度的有雾霾图像。

文中算法代码基于 PyTorch[24] 编写。在第 1阶段

B

Gc→h(·)
Fc→h

G(·) {Gc→h(·),Gh→c(·)}
D(·)
2×10−4

无监督图像转换阶段，网络中 模块的个数 n 为 24，

Cityscapes数据集中的无雾图像以原图尺寸 (2 048×

1 024)作为输入，经过 DCT预处理后变为尺寸为

256×128×64的系数特征。经过生成网络 后，得

到有雾图像的 DCT系数特征 。Foggy Cityscapes

数据集中的图像也作了相同的 DCT预处理，以无监

督的方式交替优化生成器 和鉴别

器 。使用 Adam优化器训练 100代，学习率固定

为 。

在第 2阶段中间域到目标域的领域自适应阶段，

目标检测使用 Faster RCNN网络。原始的 Faster RCNN

通常是将 RGB图像缩放为短边为 600，长边不超过

1 000的图像。在文中的方法中，目标域的图像从 Foggy

Cityscapes数据集采样，使用原始图像作为输入 (2 048×

1 024)，经过颜色和亮度增强、随机翻折数据增强后，

转换到 YCbCr空间并分块作离散余弦变换后每个块
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150×250×64

1×10−4

1×10−3

内选取 64个系数，最终得到 的系数特

征。而中间域图像由无雾图像转换得到的有雾的

DCT系数特征直接作为输入。预先计算了所有训

练集图像的 DCT系数的均值和方差，并对输入的 DCT

特征作标准化处理。  使用随机梯度下降 (Stochastic

Gradient Descent，SGD)算法训练，共训练 12代，第 1

代为学习率预热 (warmup)，学习率为 ，第 2代

开始学习率调整为 ，在第 8代和第 11代进行

学习率衰减，学习率分别变为原来的 1/10。由于输入

的 DCT特征尺寸较小，本位将锚框面积尺寸调整为

{1282, 642, 322, 162, 82}，以适应目标物体大小的变化，

锚框的长宽比仍然是{1:1, 1:2, 2:1}不变。 

3.2   无监督图像转换实验结果

Gc→h(·)
Gc→h(·) Fc→h

为了可视化无监督图像转换 的效果，文中

对转换网络 输出的系数 作了逆离散余弦变

换 (Inverse  Discrete  Cosine  Transform， IDCT)，结果如

图 4所示，从图中可以看出，频域内的无监督图像转

换能够将清晰图像进行加雾渲染生成有雾图像，转换

后的图像具有目标域特性。

同时，文中也与空域中的算法 CycleGAN[1] 作了

对比。为了公平起见，将文中提出的频域内的无监督

3→ 64

转换与 CycleGAN使用相同的骨干网络训练相同的

代数，并控制模型所需运算量 GFLOPS相同。文中算

法使用原图尺寸作为输入，经过 DCT预处理后变为

256×128×64的 DCT系数特征，CycleGAN将输入图像

降采样到 256×128×3，通过一层 通道的卷积层

得到 256×128×64的特征。图 4中可视化了在 RGB

空间进行无监督图像转换的结果。 为了进行细节的

对比，在图像下方可视化了局部细节放大后的结果。

从图中可以看出，在相同的计算资源条件下，在频域

内做图像转换能够生成细节信息更为清晰的有雾图

像，对后续的目标检测任务更为有利，而 RGB颜色空

间的降采样操作造成了明显的信息损失，存在图像局

部信息模糊的情况，见图 (c)下方的局部细节放大图。 

3.3   目标检测的领域自适应实验结果

文中将提出的频域内领域自适应方法与具有代

表性的三种领域自适应方法 [15−17] 作了比较，并以

IoU为 0.5报告了物体平均精确率的均值 (mean Average

Precision，mAP)，结果如表 1所示。

在所有对比方法中，训练集由 Cityscapes中有检

测标注的训练图像 (晴朗天气 )以及没有标注的

Foggy Cityscapes中的训练图像 (雾霾天气)构成。

 
 

表 1  Cityscapes→Foggy Cityscapes 不同领域自适应算法目标检测结果对比

Tab.1  Object  detection  results  of  different  domain  adaptation  algorithms  on  Cityscapes  →  Foggy  Cityscapes

datasets
 

Method Bus Bicycle Car Motor Person Rider Train Truck mAP(@.5)

Cityscapes only 31.3% 33.8% 47.7% 20.2% 34.9% 40.5% 12.5% 17.8% 29.8%

MDA[15] 41.8% 36.5% 44.8% 30.5% 33.2% 44.2% 28.7% 28.2% 36.0%

PDA[16] 44.4% 35.9% 54.4% 29.1% 36.0% 45.5% 25.8% 24.3% 36.9%

CFF[17] 43.2% 37.4% 52.1% 34.7% 34.0% 46.9% 29.9% 30.8% 38.6%

Proposed algorithms 48.1% 42.7% 61.9% 32.1% 43.1% 49.1% 17.7% 25.4% 39.9%
 
 

测试图像均来源于 Foggy Cityscapes提供的验证

集 (雾霾天气 )。表 1中，MDA[15](Multi-level  Domain

Adaptation)、 PDA[16](Progressive  Domain  Adaptation)，

CFF[17](Coarse-to-Fine Feature adaptation)是对比的 3种

领域自适应算法，数据引自参考文献 [17]。“Cityscapes

Only”表示仅用源域图像图像训练，在有雾的测试集

上进行测试的结果，检测结果如图 5所示，仅用源域

图像训练难以检测出雾霾中的目标，mAP仅为 29.8%，

证实了源域和目标域之间的差异。与仅用有标注的

无雾图训练相比，文中提出的算法由于采用了两阶段

的领域自适应方法，利用频域能量集中的特性，提高

了输入特征的信息利用率，避免了降采样带来的信息

损失，将 mAP值由 29.8%提升到 39.9%，mAP值提高

了 33.9%左右，在 4种对比算法中排名第一。证明了

这两种策略能有效降低不同域之间差异，提高目标检

测任务泛化性能。
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为了评价文中提出算法两个阶段的有效性，文中

采用消融实验的方式，分别移除领域自适应阶段和无

监督图像转换阶段，并评价了单个阶段目标检测的效

果，结果如表 2所示。从表中可以看出，与仅用Cityscapes

训练相比，无监督转换方式和领域自适应方式 mAP

均有所提高，但都小于完整的两阶段算法，说明文中

算法两个阶段的有效性和必要性，能够显著增强模型

在无标注领域的泛化能力。
 
 

表 2  文中算法两个阶段的消融实验

Tab.2  Results of the ablation experiments corresponding to the two stages of the proposed algorithm
 

Algorithm Bus Bicycle Car Motor Person Rider Train Truck mAP(@.5)

Cityscapes only 31.3% 33.8% 47.7% 20.2% 34.9% 40.5% 12.5% 17.8% 29.8%

Ours w/o stage 2 39.3% 38.5% 63.3% 28.0% 39.6% 42.4% 15.7% 23.6% 36.3%

Ours w/o stage 1 41.3% 39.0% 58.4% 28.6% 42.4% 44.7% 10.7% 23.6% 36.1%

Full model 48.1% 42.7% 61.9% 32.1% 43.1% 49.1% 17.7% 25.4% 39.9%
 
 
 

4    结　论

为提高目标检测的泛化性能，针对测试和训练数

据分布不一致的问题，文中提出了一种频域内面向目

标检测的领域自适应方法。通过频域内的无监督图

像转换生成高分辨率图像，为测试集所在的域作数据

扩充。算法同时采用基于对抗的领域自适应方法，进

一步对齐扩充的数据和测试集数据的特征，减少了训

练数据和测试数据之间的领域差异。实验结果表明，

与空域的领域自适应和图像无监督转换方法相比，文

中提出的方法在图像转换过程中能够生成清晰度和

分辨率更高的图像。同时，利用频域的能量集中特

性，能保留更多的原始图像信息，减少了由天气造成

的领域差异，对交通监控等开放式目标检测的性能有

着明显的提升效果。与仅用晴天图像训练的检测模

型相比，领域自适应可将 mAP值提升 33.9%。

 

(a) 仅 Cityscapes 训练无法检测出雾霾中的目标

(b) 文中所提算法的目标检测性能
(b) Detection result of the proposed algorithm

(a) Detection result of ''Cityscapes Only'', which fails to detect objects in haze

图 5  仅用 Cityscapes 训练与文中算法目标检测结果对比

Fig.5  Comparison of detection results between ''Cityscapes Only''and the proposed algorithm 
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