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改进的 U-Net 算法在遥感图像典型农作物分类研究
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摘　要：针对传统算法提取遥感图像分类特征不全，及识别农作物分类准确率不高的问题，以无人机

遥感图像为数据源，提出改进 U-Net 模型对研究区域薏仁米、玉米等农作物进行分类识别。实验中首

先对遥感影像进行预处理，并进行数据集标注与增强；其次通过加深 U-Net 网络结构、引入 SFAM 模

块和 ASPP 模块，多级多尺度特征聚合金字塔方法等对算进行法改进，构建改进的 U-Net 算法，最后进

行模型训练与改进修正。实验结果表明：总体分类精度 OA 达到 88.83%，均交并比 MIoU 达到 0.52，
较传统 U-Net 模型、FCN 模型和 SegNet 模，在分类指标和精度上都有明显的提升。
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Research on the classification of typical crops in remote sensing images
by improved U-Net algorithm

Li Anqi1，Ma Li1,2*，Yu Helong1,2*，Zhang Hanbo1

(1. College of Information Technology, Jilin Agricultural University, Changchun 130118, China;
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Abstract:   Aiming  at  the  problem  of  incomplete  classification  features  of  remote  sensing  images  extracted  by
traditional  algorithms and low accuracy  of  crop  classification,  we use  drone  remote  sensing  images  as  the  data
source  and  propose  an  improved  U-Net  model  to  classify  and  recognize  crops  such  as  barley,  corn,  etc.  in  the
study area. In the experiment, the remote sensing image is preprocessed, and the data set is labeled and enhanced.
Secondly,  the algorithm is  improved by deepening the U-Net  network structure,  introducing the SFAM module
and the ASPP module, and using the multi-level and multi-scale feature aggregation pyramid method to construct
an improved U-Net algorithm. Finally model training and improvement are completed. The experimental results
show that the overall classification accuracy OA reaches 88.83%, and the combined ratio of MIoU reaches 0.52.
Compared with the traditional U-Net model, FCN model and SegNet model, the classification index and accuracy
are significantly improved.
Key words:   deep learning;      crop classification;      drone remote sensing;      improved U-Net model
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 0    引　言

对农作物种植结构相关信息的获取、种植结构时

空变化信息的掌握，能够为我国的农业建设与发展提

供重要的理论依据，对我国农业的生产与发展具有深

远意义[1~3]。

伴随遥感技术的不断进步，通过遥感影像进行大

范围的农作物分类研究成为可能[4]。应用常规的分类

方法对遥感数据进行提取，通常难以对影像涵盖的高

维特征进行利用，分类效果不佳。深度学习方法能够

学习图像更深层特征，对其进行有效提取，并根据目

标要求进行决策分类，近年来其应用范围得到进一步

拓宽，其中比较具有代表性的包括目标提取、场景解

译等[5]，为得到更好的无人机遥感图像分类结果带来

新的途径[6]。基于该优势，更多专家学者采取该网络

研究遥感图像分类问题，其中对于遥感图像上特种复

杂的耕地图形，以李昌俊等 [7] 人为典型代表，对数据

的提取时间不同、且耕地土壤土质未均匀分布等因

素，采用卷积神经网络研究方式提取遥感影像上的耕

地类型信息，对其训练与优化后可提高模型提取精准

度为 86.7%，与传统支持向量机相比，其识别精准度

只有 73.9%，在精准性方面取得一定提高；顾炼等[8] 人

提出与高分辨率遥感影像相结合，充分运用该图像上

的丰富信息，提取城市建筑物目标信息时使用 U-Net

模型，对网络结构进行调整以及优化参数，通过该模

型提取该区域建筑物获得的 F1得分高达 0.943；陈杰

等 [9] 提出了一类以最优尺度选择为基础的农田提取

技术，主要处理丘陵区域农田在形态与光谱上的区

别；鲁恒等 [10] 使用迁移学习方式提取小面积耕地图

像，依靠无人机遥感图像来获得高空间分辨率和各种

类型的纹理信息，通过这种方法，能够达到 91.9%的

识别精度，与此同时，识别地块的连续性和完整性具

有优良的效果；通过无人机作为飞行平台，朱秀芳等[11]

对农田覆膜特征进行充分利用，采集研究区上的遥感

影像，提取遥感图像上的农田信息，精准度最高为

94.84%。由于农作物在生长期比较相似，两种农作物

边缘的像素点接近，传统分类方法在边缘检测上特征

的提取不是很准确。

基于上述背景，文中对农业遥感技术进行研究，

并应用到农作物种植结构识别方面。采用卷积神经

网实现对种植结构的高效识别，通过对传统 U-Net网

络的改进，能够较好地实现不同区域内的种植结构的

信息获取，高效准确地提取对应的信息，为农业的快

速发展提供重要的技术手段，为国家的三农政策提供

支撑。

 1    相关工作

 1.1   研究区现状

文中所选的研究区位于贵州省兴仁市，如图 1所

示。数据源自百度点石大赛。兴仁市为暖温冬干型

气候，在各类因素影响下，气候特征呈北亚热带高原

型温和湿润季风，夏季无高温，冬季无低温，无霜期较

长，雨热同季。因此，气候和雨量适合农作物的生长。

 
 

图 1  研究区位置示意图

Fig.1  Location diagram of the study area
 

 

 1.2   数据获取与预处理

文中研究采用的数据集主要源自无人机遥感图

像，其涵盖了 4张具有标注的遥感图像，4张图像的规

格存在一定差异，其规格的极大值为 55 128×49 447。

对于这个数据集而言，其涵盖了多种物体：薏仁米、玉

米、建筑物以及其他背景。其标注情况如图 2所示，

绿色区域为玉米，黄色区域为薏仁米，红色区域为建

筑物，黑色区域为其他背景。

在进行深度学习训练时训练样本数量过少会出

现过拟合现象，即模型过度对训练集上的数据拟合，

降低训练集上预测精准性[12]，目前获取的训练集数据

量较少，因此通过数据增广方式训练实验上的样本数

据集，使用对数据集进行翻转变换、上下左右平移变

换、随机裁切几种方式的增广，扩展数据集数量。
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% %

将数据集经过预处理操作后重新分类数据，其中

80 为训练集，剩余 20 为验证集，由于最大的图片

尺寸有 55 128×49 447，无法直接用于训练，为了满足

GPU的显存和后续实验对图像尺寸的要求，对原图片

进行了裁剪，将其裁剪成小块作为训练集。文中采用

的裁剪方法为在原图上滑动进行裁剪，第一次裁剪图

片的大小为 8 000×8 000，对于完全透明的地方直接略

过，然后对得到的数据集进行第二次裁剪，裁剪后图

片的大小是 1 024×1 024，为确保数据的全覆盖，选取

重叠区域为 128×128，每滑动 128个像素切割一块。

最终得到 12 168张图片，其中的 9 735张作为训练集，

大小为 1 024×1 024×8，2 433张作为验证集，大小为 1 024×

1 024×8，大大增加了样本数量，满足了实验的要求。

 2    基于 U-Net 改进的 SFAM 网络实验分析

 2.1   U-Net 与尺度特征聚合模块 SFAM 融合

由于 U-Net网络的特征融合只是用到 contact，考

虑到遥感图像数据固有的大数据的 4V特性，即：快速

处理速度 (velocity)、高值但低密度 (value)、多样

(variety)、量大 (volume)，因此文中选择 M2 DET网络

中的尺度特征聚合模块 SFAM与之相融合，SFAM的

主要目的是将多级多尺度特征进行有效聚合，从而得

到多级特征金字塔，可以获取更多的语义信息，使结

果更精确 [13]。SFAM的首个阶段主要顺着信道维度

将目标特征进行有效衔接，此时聚合金字塔内各比例

都涵盖多级深度的特征。但是，简单的连接操作不太

适合。在第二部分重点采用了通道注意模块，从而使

特征都涵盖于最有益的区间。在 SE区块之后，可以

通过全局平均池化来获得通道统计 z∈RC。除此之

外，为了对通道依赖性进行准确捕获，聚合模块可以

进行调整。

SFAM 的首个阶段是沿着信道维度与存在等效

比例的特征进行衔接，此后通过 SE注意机制对目标

特征进行良好的适应，如公式 (1)所示：

s = Fex(z,W) = s (W2d(W1z)) (1)

式中：W1∈RC/r'×C，W2∈RC×C/r'， r'是减少的比例。

最后通过激活函数对输入 X重新加权得到输出，如公

式 (2)所示：

Xi = Fscale
(
Xc

i , sc
)
= sc ∗Xc

i (2)

 2.2   U-Net 网络结构优化

传统的 U-Net网络是对称结构 [14]，左侧是编码

器，右侧是解码器，在提取特征时要完成 10次 3×3标

准卷积操作，因遥感图像存在复杂的背景，信息繁多，

光谱区间广，故此基础 U-Net模型提取遥感图像特征

欠佳，因此此次研究经由提高基础 U-Net网络深度完

成对复杂度更高的光谱特征的提取，从而提升检测的

精度。在原有的网络结构上加深两层编码器与解码

器，右、左半部从而依然可呈中心对称，因左半部的构

成为一连串上采样，故其核心对应于下采样，各层输

入不仅含源自上一层的特征信息，同时含源自相应下

采样层的环境信息，从而可恢复特征图细节，同时使

其对应的空间信息维度恒定。

 2.3   U-Net 网络与 ASPP 模块的融合

ASPP(atrous spatial  pyramid pooling)模块是在空

间维度上实现金字塔型的空洞池化 [15]。针对 ASPP

模块而言，其能够为金字塔型的空洞池化提供良好

的支持。此类设计对预设的输入以多种空洞卷积完

成采样工作，其等同于通过若干比例捕捉图像的相关

数据。利用 shortcut将 ASPP模块所产生的输入和输

出实现加叠，这种方式并不会显著提升网络的计算

量，但是它却能够有效增加模型的训练效率，并对实

际的训练效果进行一定优化，在模型参数不断加深的

过程中，该结构可以有效地对退化问题进行处理。

ASPP结构如图 3所示，具体计算如公式 (3)所示：

Y =Concat
(
Ipooling(X),H1.3(X),H6.3(X),H12.3(X),H18.3(X)

)
(3)

 

(a) 原始图片
(a) Original image

(b) 标签图
(b) Label image

(c) 增广标签图
(c) Augmented

     label image

图 2  部分标签数据集

Fig.2  Part of the label data set 
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式中：Concat()为拼接操作第一维度上的特征图；

Hr.n(X)表示 n尺寸卷积核与 r采样率的带孔卷积；

Ipooling 为图 3上 image pooling分支的所有图像级特

征，是一种将特征图输入的平均池化特征。

 
 

Feature
image

Image
pooling

Rate=1

Rate=6 Rate=6

Rate=1

Rate=12

Rate=18

1*1
convolution

3*3
convolution

Rate=12

3*3
convolution

Rate=18

3*3
convolution

C

C Splice

Feature
image

图 3  ASPP 结构图

Fig.3  Structure of ASPP
 

 2.4   模型结构图

文中改进的农作物分类模型的整体架构如图 4

所示，其涵盖了 U-Net的基本结构，一方面在拼接层

中加入 SFAM结构，使获取到的语义信息更加丰富；

另一方面在最下层编码器与解码器彼此衔接的位置，

添加 ASPP结构，因此，可在多个采样率条件下产生

上下文语义信息，更好地识别像素，从而保证分类效

果最为理想，并且在原始 U-Net结构上加深了两层，

此处 U-Net的对称结构又进行了一定扩增，这是由于

相对较多的层数能够形成更多的语义信息，最后获得

的特征就更为全面，即保证了加深之后不会出现梯度

爆炸的情况，并对遥感图像农作物进行标准化的分类

和识别。首先，输入图片，运用卷积进行下采样特征

提取，通过 SFAM结构，使得语义信息更为丰富，然后

通过 ASPP模块使下采样提取的特征更为丰富，防止

加深的网络出现梯度爆炸，最后在右侧进行反卷积，

得出结果图片。

 
 

Input image Output image

Convolution layer Convolution layer

Pooling layer Pooling layer

Convolution layer

Deconvolution

Deconvolution layer

Splicing

ASPP

SFAM

图 4  基于改进 U-Net 的农作物分类结构图

Fig.4  Classification structure of crops based on improved U-Net 

 

 3    实验结果与分析

 3.1   模型训练

文中选取实验环境搭载 ENVI5.3遥感数据处理

软件，与图片处理软件 Matlab 2017。深度学习服务器

的 CPU为 IntelXeon E5-2 678 v3 CPU，其主频最高为

2.5 GHz，显卡是 NVIDIA(英伟达)GTX TITAN XP 12 G

(泰坦系列)，核心频率最高 1 582 MHz，3 840个 CUDA

核心，服务器运行内存 64 G，4 T储存空间。实验模型

选择 Adam作为优化器，该优化器可以在训练过程中

自适应地调整学习率，设置初始学习率为 0.01，设置

batch size为 16，迭代周期为 100次，选取 TensorFlow
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深度学习框架，模型构建完成后，将 9 735张训练图像

和 2 433张验证图像存储在Numpy数组中以方便实验。

 3.2   对比分类方法设计

为更为深入地分析文中改进网络模型农作物类

型提取环节的具体优势与劣势，选择现今广泛应用的

U-Net、Segnet和 FCN算法分别进行识别效果比较。

对于研究区内一处区域，借助 4类技术开展提取测

试，就这 4类技术提取效果的精度、完整度与准确度

展开统计、对比。

 3.3   作物分类精度评价方法与指标

有效且合理的分类结果评价技术能够更为全面、

客观地评估分类结果，有助于验证分类方法的准确性

与有效性。文中选取总体精度和交并比作为实验的

分类精度评价指标。

基于遥感影像在分类对象与标准上的不同，分别

通过总体精度 (OA)、Accuracy (准确度 A)、Precision

(精确度 P)与 Recall (召回率 R)开展量化评估[16]。

基于卷积神经网络 (CNN)对遥感影像各图像块

的分类结果，对错误、正确分类的目标地物像素量展

开统计，将 OA当作遥感地物分类评估指标，当作一

类常用的精度评估指标，OA代表各像素准确分类的

概率，以下为计算公式：

OA =
1

Ntotal

∑K

K−1
NKK (4)

式内：NKK、Ntotal 分别代表图像内像元被准确分类的

数量、图像内像元的总量；将卫星遥感影像分类提供

的地块对象当做基本单元，可通过 Accuracy、Precision

与 Recall来量化评价分类效果，以下为计算公式：

A =
T P+T N

T P+FN +FP+T N
(5)

P =
T P

T P+FP
(6)

A =
T P

T P+FN
(7)

式中：TP、FP、FN、TN依次所指为准确识别的此类田

块数目、错误识别的此类田块数目、此类田块被识别

成其他田块的数目、准确识别的其他田块数目；均交

并比 (MIoU)[17]，代表的是语义分割的标准度量，它能

够用于分析两集合的交集和并集之比，针对语义分割

问题而言，其分别为真实值 (ground truth)和预测值

(predicted segmentation)。这个比例可以变形为 TP (交

集)比上 TP、FP、FN之和 (并集)。在每个类上计算

IoU，然后取平均值。

MIoU =
1

k+1

∑k

i=0

pii∑k

j=0
pi j+
∑k

j=0
p ji− pii

(8)

 3.4   改进 U-Net 网络与传统深度学习网络方法比较

为进一步探索文中方法在农作物分类中的适用

性，将文中方法与 U-Net、SegNet、FCN进行识别对比

实验，通过与 U-Net模型进行对比来总结文中的改进

想法是否成立，同时，FCN和 SegNet网络是经典的图

像识别网络，具有一定的代表性，与其对比，可以使文

中的结果更有说服力。模型的特点如表 1所示。以

总体分类精度和 MIoU作为评估指标。为验证改进

U-Net网络的稳定性，比较各类方法的总体分类精度

结果如表 2所示。
 
 

表 1  不同深度学习网络模型特点

Tab.1  Characteristics  of  network  model  for  different

deep learning
 

Deep learning
segmentation

model
Model characteristics

FCN

For the first time, a fully convolutional network
based on the end-to-end concept is proposed, which
removes the fully connected layer and samples in the

deconvolutional layer

SegNet The pooling layer result is used in the decoding and a
large amount of coding information is introduced

U-Net
Based on the end-to-end standard network structure,
the decoder is obtained by splicing the results of each
layer on the encoder, and the result is more ideal

Improve U-Net The ability of semantic recognition is enhanced, and
it is more sensitive to feature extraction

 
 
 
 

表 2  不同深度学习网络农作物识别方法对比实验结果

Tab.2  Experimental  results  of  crop  recognition  with

different methods
 

Experimental
network

U-Net SegNet FCN Improve U-Net

OA MIoU OA MIoU OA MIoU OA MIoU

Precision 85.41% 0.39 84.86% 0.39 86.44% 0.45 88.33% 0.52
 
 

 3.5   实验结果分析

通过深度学习模型的农作物分类识别实验以及

精度评价，基于模型训练得到的 FCN、SegNet、U-Net

和改进的 U-Net模型的农作物分类识别的模型，输入
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测试集图像，得到农作物分类结果；运用 MIoU和总

体分类精度两种精度评定指标对文中研究的分类结

果进行定量的精度评价；结果表明，在相同的样本库

进行模型训练的场景下，从总体分类精度来看：文中

改进的 U-Net模型的总体分类精度达到 88.83%，从交

并比来看，文中改进的U-Net模型在MIoU上达到 0.52，

均高于传统机器学习算法，说明文中改进的 U-Net模

型能够有效应用于农作物分类识别场景，从分类结果

可以看出：薏仁米种植面积很集中，样本采集也较多，

所以在四种模型中表现出来的分类精度很高，从而可

以看出不同类别的样本的数量与样本分布情况也是

可能影响农作物分类精度的重要因素。改进后 U-Net

是基于图像语义进行分类的深度学习模型，其特征识

别能力得到了一定的强化，既运用了薏仁米表现在影

像上自身的特征信息，同时也结合了围绕在其周围的

像素进行识别和分类，所以其准确性和可靠性更高。

文中方法与其他算法部分实验结果对比如图 5

所示。

 
 

(c) U-Net

(c) U-Net

(d) SegNet

(d ) SegNet

(e) FCN

(e) FCN

(f) 改进 U-Net(a) 原始图片
(a) Original image

(b) 标签图
(b) Label image (f) Improved U-Net

图 5  文中方法与其他算法部分实验结果对比图

Fig.5  Comparison of the experimental results of proposed method and other algorithms 

 

 4    结　论

无人机遥感的监测范围能覆盖了精准农业中所

关心的田块尺度，且有效获取农作物的分类识别信

息，卫星向着便捷性、灵活性良好的高空遥感平台方

向发展，可有效促进遥感成像技术的成熟，从而丰富

影像上的时间信息、光谱信息与空间信息类型，并在

预防自然灾害、调查过度资源、保护海洋环境及监测

农业信息等领域广泛应用。通过遥感方式探测目标

区域，不依赖于人工实地调研，减弱工作人员工作的

复杂性与难度，由此增进生产进度与提高作业效率。

而怎样精准地对遥感影像展开分类是业界学者广泛

关注的课题。文中研究先是对相关技术展开梳理和

分析，其中比较具有代表性的包括农业信息调查技

术、深度学习技术等，基于此与卷积神经网络技术、

遥感图像数据特征相结合，研究遥感影像精细提取农

作物信息技术，验证了深度学习技术的有效性与准确

性。文中的研究工作主要有：

(1)文中获取了研究区的无人机遥感图像，并对

图像进行标签处理，得到了基于薏仁米、玉米这两种

典型农作物的样本库，并且采用图像增广的方式扩大

了实验的数据，使模型更具有泛化能力。

(2)针对传统 U-Net网络的问题进行改进，引入

ASPP模块和 SFAM模块提高 U-Net模型在特征提取

方面的精确度，同时加深了网络结构的层数，将改进

后的模型用于遥感图像农作物分类检测算法，实现对
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农作物分类情况的监测。使模型多级多尺度特征聚

合成多级特征金字塔，提高了模型对农作物像素的敏

感性，能够更加准确地获取遥感图像的语义信息。

(3)与 U-Net模型、 FCN模型和 SegNet模型对

比，改进后的 U-Net模型 OA达到了 88.33%，MIoU

达到 0.52，在分类指标上都有明显的提升，可以看出：

改进后的模型相比较传统的深度学习模型能更为准

确地检测出遥感图像中的相近农作物像素点，验证了

对 U-Net算法改进的可行性和有效性。
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